


Problématique: Future Vision Transport
développe des systèmes embarqués pour
véhicules autonomes et doit intégrer un
module de segmentation sémantique
temps réel.

Solution souhaitée
Modèle de segmentation 8 catégories + API déployée pour système de décision
temps réel.
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Challenge personnel :
serveur personnel :

Minimiser la
dépendance aux GAFAM
Assurer la souveraineté
des données
Garantir l'indépendance
vis-à-vis des
infrastructures des
grandes entreprises

Déploiement de l’APIDéveloppement d'une API
de segmentation :

Entrées : dataset
Cityscapes ou images
uploadées
Sorties : masques +
statistiques d'analyse
Conteneurisée (Docker)
Github CD

Entraînement d'un modèle
de segmentation :

Architectures encoder-
décodeur (U-Net, FPN)
Backbones pré-
entraînés (EfficientNet,
MobileNet)
Dans un
environnement MLOps



1.Entraînement de modèles dans un environnement
MLOps

Méthodologie comparative (U-Net vs FPN)
Suivi MLflow des expérimentations
Résultats et sélection du modèle optimal

2.Mise en production d’un modèle sur mesure avancé
Développement API de segmentation
Pipeline CD
Démonstration (masques, statistiques,
comparaisons)

3.  Règles RGPD
4.  Conclusion et Limites





BDD : Cityscapes 
2975 images d'entraînement

2380 images d'entraînement (80%)
595 images de validation (20%)

500 images de test (jeu "val" officiel
Cityscapes)

34 catégories sémantiques ⟶ 8 catégories
sémantiques

Entraînement : Google Colab (GPU T4),
sessions limitées 2h

Objectif : Segmentation précise pour sécurité
routière ⟶ KPI privilégié : Mean IoU
(Intersection over Union) =/= accuracy
globale



Redimensionnement : 224×224 pixels
(optimisation mémoire GPU)
Normalisation : Division par 255 (pixels
[0,1])
Regroupement classes : 34 classes
Cityscapes → 8 catégories sémantiques
Augmentation données (1 chance sur 2) :

Retournement horizontal aléatoire
(p=0.5)
Ajustement luminosité aléatoire
(δ=0.1)



Choix des modèles :
Encodeurs 

Pré-entraînés avec transfer learning (ImageNet)
sauf mention “From scratch”
Poids :

Gelés : plus rapide
Dégelés : from sratch, fine-tuning

Décodeurs: U-Net et FPN
Contraintes : GPU T4 Google Colab, sessions 2h max

Configuration commune :
Batch size 8, max 20 époques, Adam optimizer
LR : 1e-4 (base) / 5e-5 (fine-tuning)
Early stopping + ReduceLROnPlateau sur Mean IoU
Checkpoints sur amélioration Mean IoU









Grands principes :
Suivi des expériences (params,
métriques, artefacts)

Comparaison & reproductibilité des
runs

Stockage artefacts via buckets S3

Packaging & déploiement modèles

Interface web simple & efficace

Déploiement:
Docker sur NAS (OpenMediaVault)

Backend artefacts : MinIO local (S3-
like)

Reverse proxy via SWAG (Nginx + SSL
Let’s Encrypt)

Accès réseau local + public sécurisé

Suivi & gestion centralisée des
modèles



Meilleur modèle

Baseline FPN

Baseline U-Net

















FastAPI :
Requête modèle le plus récent MLFlow ("StreetsSegmentation") +
téléchargement + versioning modèles
Gestion de plusieurs requêtes de segmentation
Entrées : Dataset Cityscapes ou images uploadées utilisateur
Sorties : Masques de segmentation + statistiques d'analyse

Streamlit :
Interface graphique pour upload/sélection images
Échange de requêtes vers FastAPI
Visualisation masques + statistiques

NGinx reverse proxy : gestion des 2 services sur un seul port



Dockerisation de
l'application

Github workflow CD :
Conteneurisation
automatique 
push vers
DockerHub



Déploiement sur NAS:
Installation via Docker-
Compose (configuration
yaml)

Surveillance et mise à jour
via Watchtower







Contexte : déploiement sur NAS (serveur personnel / petit serveur d’entreprise)





🏆 Travail effectué :
Étude comparative 17 expérimentations (U-Net vs FPN × backbones)
Approche MLOps + déploiement complet API/interface

🎯 Meilleur modèle obtenu :
FPN + EfficientNetB0 + Fine-tuning + Augmentation
Mean IoU 0.746 - compromis optimal précision/efficacité

⚠️ Limites identifiées :
Classes critiques (Mean IoU) : Human (0.56), Object (0.37)
Contours ratés : extrémités humaines (cheveux, doigts) - critique sécurité
Sous-représentation + complexité formes Object  et Human
Plateau performance : limitation dataset, pas forcément architecture



🔧 Optimisations techniques :
Approches hybrides : 

FPN (contexte global) + U-Net (apprentissage sur erreurs contours FPN)
FPN + Post-processing Edge-aware filtering frontières critiques (CRF + Guided Filtering)

Loss hybride : Mean IoU global + terme IoU Human prioritaire

📊 Données :
Data augmentation ciblée : Classe Human prioritaire
Extension dataset : Mapillary Vistas pour diversité (25 000 images classifiées)
Rééquilibrage classes : Weighted loss + oversampling classes minoritaires 

🚗 Temps réel embarqué :
Quantization : FP16/INT8 pour gains vitesse
Hardware spécialisé : Tests GPUs embarqués (Jetson)
Latence cible : <100ms décisions critiques

🎯 Priorité absolue : Amélioration IoU Human - extrémités ratées = danger mortel








